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1. 서  론

회전기기는 여러 산업체에서 사용되고 있으며 특히 유체

기기 회전체는 발전소에서 매우 많이 활용되고 있다. 유체기

기 회전체에서 일어날 수 있는 오일-휩 현상은 유체기기에 

고장을 유발할 수 있기 때문에 오일-휩 현상을 정비하고 현

상을 규명하는 연구가 진행되었다. 구재량(1) 등은 350MW급 

화력발전소 증기터빈의 오일-휩 현상을 축 정렬 불량을 통해 

해결하는 방안을 제시하였다. 한승우(2) 등 대형 터빈 발전기

에 나타나는 유체 불안정성에 의한 오일-선회와 오일-휩 현

상에 대해 베어링에서 측정된 궤도 및 주파수 스펙트럼을 통

해 분석하였다. 이인범(3) 등은 오일의 압력과 온도가 터보차

저에 사용되는 풀-플로팅 링 베어링에서 일어나는 오일-휩 

현상에 미치는 영향을 연구하였고 이동현(4) 등은 유체 동압

베어링의 불안정성으로 인해 나타나는 비동기 진동 성분을 

예측하였다. 오일-휩 현상은 저널 베어링에서 생기는 유체

역학적 힘으로 생겨나는 자려진동으로 오일-선회 주파수인 

0.38x~0.48x의 주파수가 시스템의 위험속도를 만나 가진 

되면서 큰 진동을 일으키는 현상이다.(5)

회전기기의 고장은 큰 경제적 손실과 인명 피해를 일으킬 

수 있기 때문에 회전기기를 효율적으로 운용하기 위한 회전

기기 모니터링 기술과 상태 예측 기술이 매우 중요하다. 하

지만 기존 진단 시스템인 진동 감시 시스템 등은 진동 데이

터를 활용해 신호 처리 및 진단 전문가의 분석을 통해 이상

을 판단하기 때문에 오랜 시간 지속 구동되는 회전기기를 지

속해서 상태 진단해야 하는 경우 전문가의 부재로 지속적인 

상태진단이 불가능하다. 또한 이미 일어난 현상에 대하여 이

상 상태를 감지할 뿐 상태 예측 기술은 부족하다. 이러한 문제

점을 해결하기 위해 기계학습 방법을 모니터링 기술에 융합하
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ABSTRACT

Failure of a rotating machine can lead to not only loss of system performance but massive losses. Therefore, Condition 

monitoring technologies of rotating machine for detecting a failure has been actively applied in many industries. Recently, as 

many techniques were developed to collect and analysis of data, condition monitoring which machine learning technology is 

applied has been studied. In this paper, the machine learning method is used to detect oil whip phenomenon and classify the 

normal state, oil whip initial state and oil whip. Oil whip which cand lead to large amplitude of vibration is the most common 

fault cause of sub-synchronous instability in hydrodynamic journal bearings. Convolution neural network which is widely used 

in image dimensionality reduction is used to detect oil whip phenomenon. As the input data of the neural network, an orbital 

image which can represent the feature of the normal state, the oil-whip initial state, and the oil-whip is used.
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여, 기기 상태를 진단하는 연구가 많이 이루어지고 있다(6).

기계학습, 딥러닝이 적용된 상태 진단의 연구로 Aditiya N(7) 

등은 회전체 상태에서 나타나는 통계적 특성을 사용해 히든

마크로프 모델로 불평형 데이터 분류 모델을 사용한 분류 등

이 연구되었다. 기계학습 중에서도 합성곱 신경망 알고리즘(8)

은 합성곱을 통해 이미지의 특성을 추출하여 입력을 생성하

는 방식으로 빠른 연산처리가 가능하다는 점에서 회전체 실

시간 모니터링 부분에서 많은 연구가 진행되고 있으며 기존 

연구들은 다음과 같이 진행되었다. 이승철 등(9)은 궤도 이미

지를 사용해 축 정렬, 불평형 질량 등의 상태를 합성곱 신경

망을 사용해 검출하고 Yongbo(10)는 회전체 주변의 열 감지 

이미지를 사용해 베어링 상태와 회전체 상태를 분류하는 연

구를 진행하였다. Van Hoecke(11)는 진동 이미지를 사용하여 

베어링의 손상 진단을 하였다.

이 논문에서는 합성곱 신경망을 사용하여 Bently nevada

의 RK4-Rotor kit에서 일어나는 오일-휩 현상을 진단하고 

오일-휩 시작 단계를 진단하여 심각한 오일-휩 현상을 방지 

할 수 있는 모델을 학습시키고 모델을 평가하였다. 기계학습

으로 기기 상태를 판단하기 위해서는 정상 상태의 신호뿐만 

아니라 고장 상태의 신호가 필요하므로 시스템에서 오일-휩 

현상이 언제 나타나는지 해석을 통해 분석하고 실제 실험을 

통해 데이터를 취득하였다. 기존의 회전체 진단 방식인 궤도 

분석 방법(12)을 활용하여 각 특성에 따른 궤도 이미지를 사용

해 합성곱 신경망 모델을 구축하였다. 마지막으로 생성된 모

델에 훈련과 검증에 사용되지 않은 데이터 세트(테스트 세

트)를 사용하여 모델의 신뢰성을 정확도, 손실 함수와 ROC 

커브를 통하여 검증하였다.

2. 연구 방법

2.1 오일-휩 데이터 취득 장치

오일-휩 데이터를 추출하기 위해 테스트는 Bently 

nevada의 RK4-Rotor kit로 진행하였다. Fig. 1(a)은 실험 

장치인 RK4-Rotor kit의 전체 구성도를 나타낸다. 구성 

요소로는 ①모터, 모터와 축을 연결해주는 ②커플링, 축의 

시작 단을 지지하는 ③슬리브 구리 베어링, 진동 측정 ④와

전류 센서, 스프링을 사용해 프리로드를 주어 불량 축 정렬 

현상을 만들어 주는 ⑤프리로드 조정기, 오일--선회/휩 현

상이 발생되는 ⑥저널 베어링과 오일 공급 부로 구성되어 

저널 쪽에 오일을 공급하여 저널을 지지도록 구성되어 있

다. 와전류 센서의 경우 Bently Nevada사의 Eddy current 

3300XL Probe를 사용하여 축의 X축과 Y축을 측정할 수 

있도록 90도의 위상 차이를 가진 위치에 설치되어 있

으며, 프리로드 조정기의 경우 오일-휩 현상이 축 정렬 

재료 : SUS 304

구성 요소 크기 단위

축 전체 길이 455 mm

저널 폭 25.5 mm

Disk1 두께
25.4 mm

Disk2 두께

축 지름 10 mm

저널 지름 25 mm

Disk1 지름
75 mm

Disk2 지름

로터 무게 2.148 kg

Table 1 Information of RK-rotor kit rotor

상태에서 잘 나타나기 때문에 축 정렬 상태를 정확하게 만

들어 주고자 설치되어 있다.

Fig. 1(b)은 RK4-Rotor kit의 축의 정보를 나타낸다. 축

의 전체 길이는 455 mm, 무게는 약 2.2 kg이며 지름은 10 

mm이다. 축의 시작 단에 저널과 불평형 질량을 임의로 줄 

수 있는 디스크 2개로 구성되어 있다. 저널 부분에 저널베어

링이 설치되고, 디스크 뒤쪽 프리로드 조정기 내부에 볼베어

링이 설치된다. 축의 끝단 쪽에는 구리 슬리브 베어링이 설

치된다. 구성 요소에 대한 수치와 축에 대한 정보를 표 1에 

명시해 두었다.

(a)

(b)

Fig. 1 (a) Experimental set up for oil whip and (b) Geometry 

of RK4-rotor kit rotor
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2.1.1 오일-휩 이론적 접근

RK4-Rotor kit에서 오일-휩 현상이 언제 나타나는지를 

알기 위해 회전축의 회전속도에 따른 구조물 특정 진동 모드

와 고유 진동수를 나타내는 캠벨 선도(13)와 유량 균형 방정식

(flow balance equation)(13)을 사용하였다.

저널 부에 공급되는 유막은 유량에 의해 결정되게 되며 유

량은 로터의 속도와 압력 등에 의해 영향을 받게 된다. 압력

은 유막의 하중 지지 능력을 조절하며 만약 압력이 너무 낮

다면 하중 지지 능력이 낮고 압력이 없다면 베어링 역할을 

하지 못하게 된다. 압력이 적용되지 않는 유막에 대해서는 

속도가 유일하게 유막 형성에 영향을 미치게 된다. 속도가 

증가하면서 저널의 압력이 낮은 위치에 오일 웨지를 발생하

여 유체역학적 힘으로 저널이 부상하게 해준다. 저널은 저널 

베어링 내부에서 동압이 형성될 때까지 부상되어 센터 부근

으로 이동하게 된다. 이때 저널이 유막 센터 주위를 맴돌게 

되면서 유막에 휘돌림 현상이 생기게 되는데 이러한 현상을 

오일-선회 현상이라고 한다.

Fig. 2는 부하가 가해진 저널 베어링의 개략도를 나타내

며 저널 베어링에 작용하는 오일 현상은 유량 균형 방정식을 

통해 정의될 수 있으며 식 (1)과 같다.









 






∴      




 (1)

L은 저널 베어링의 길이, R은 저널의 지름, C는 저널과 

저널 베어링 사이의 간극, W는 저널의 무게중심, e는 저널의 

편심, 는 Synchronous Frequency, 는 오일-선회 주파

수(oil whirl frequency)를 각각 나타낸다.

Fig. 2 Schematic view of loaded journal bearing and 

coordinate system

Fig. 3 Cambell diagram with half frequency whirl and 

negative damping effect over Instability threshold Speed

Fig. 3은 RK-4 rotor kit의 캠벨 선도를 나타낸다. 캠벨 

선도에 나타나는 1X 성분의 동기 휘돌림(Synchronous whirl)

은 로터의 불평형 질량에 의해 생기게 되며 1X 선과 1차 시

스템 응답 주파수가 만나는 지점인 3,000 rpm에서 첫 번째 

위험속도가 나타나게 된다. 

0.5X 성분의 Half Frequency Whirl 회전속도의 절반의 

주파수를 나타내며 이는 유막의 회전 주파수를 나타내고 이

를 오일-선회 현상이라고 한다. 위험속도를 초과한 후 0.5X 

선과 1차 시스템 응답 주파수가 만나는 지점인 6,000 rpm 

부분을 불안정 문턱 속도(Instability Threshold Speed)라 

하며 불안정 문턱 속도를 넘어가게 되면 더 이상 오일-선회 

현상을 제어할 수 없게 된다. 이러한 현상을 오일-휩 현상이

라 하며 저널 베어링의 감쇠 능력은 현저하게 감소하게 되어 

시스템에 공급되는 에너지가 큰 진동을 야기하게 된다.

축에 대하여 회전체 동역학적 해석의 결과 오일-휩 실험 

장치에서 오일-휩 현상을 나타내기 위해서는 1차 시스템 응

답 주파수와 동기화 주파수가 만나는 3,000 rpm을 넘어가 

오일-선회 주파수와 1차 시스템 응답 주파수가 만나는 

6,000 rpm까지 구동해야 하는 것을 알 수 있다.

2.1.2 오일-휩 실험 데이터 취득

진동 데이터의 경우 와전류 센서를 활용해 X축과 Y축의 

진동을 축의 센터 지점에서 측정하였으며, 측정된 데이터 수

집 장치로는 B&K사의 Pulse 장비를 통해 진동 데이터가 수

집되며 샘플링 주파수는 8,192 Hz이다.

시스템의 운전영역은 0 rpm에서 오일-휩 상태가 나타날 

수 있는 약 6,000 rpm이며 회전속도는 타코미터를 사용하여 

실시간으로 측정된다.

Fig. 4는 x축 방향의 와전류 센서로 수집된 데이터를 통해 

나타낸 진동에 따른 주파수 응답 그래프이다. 주파수 응답 

그래프를 통해 운전영역에 따른 회전체에 일어나는 특성을 

알 수 있다. 약 50 Hz에서 1x 성분 진동이 커지며 이는 약 

3,000 rpm에 첫 번째 위험속도가 있음을 알 수 있다. 첫 번
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째 위험속도를 지나면 오일-선회 현상에 대한 0.48x 주파수 

성분이 처음 나타나게 된다. 오일-선회 성분이 시스템의 고

유진동 주파수 50 Hz에 가까워짐에 따라 오일-선회 주파수 

성분은 커지게 된다. 로터의 속도가 첫 번째 위험속도의 약 

2배가(약 6,000 rpm) 되었을 때 오일-휩 현상이 나타나게 

되면서 시스템은 매우 큰 진폭으로 진동하게 된다. 오일-휩 

현상은 회전체 속도가 올라가더라도 오일-선회 현상과 다

르게 낮아지는 감쇠 값에 의해 위험속도 주파수에 존재하게 

된다.

오일-휩에 대한 실험을 각 15번씩 2분간 실행하였으며, 

회전체의 정상 상태, 오일-휩 초기 상태, 오일-휩에 대한 진

동 데이터를 취득하였다. 진동 데이터를 궤도 이미지화 작업

은 MATLAB을 사용하여 취득했고 각 궤도 이미지는 4,086

개의 진동 데이터를 수반한 0.5초 동안의 궤도를 나타낸다. 

실험 후 총 데이터의 수는 1,800개의 궤도 이미지이며, 정상 

상태 1,000개 오일-휩 초기 상태 200개 오일-휩 상태 600

개를 취득하였다.

모델을 구축할 때, 훈련 데이터와 테스트 데이터만으로도 

훈련의 척도를 판단할 수 있으나 훈련 데이터에 대한 학습만

을 바탕으로 모델의 설정을 구하게 되면 과적합 현상

(overfitting)이 일어날 가능성이 매우 크다. 과적합 현상은 

훈련 데이터를 통해 만들어진 모델에 같은 훈련 데이터와 중

복된 데이터를 테스트 데이터로 주어 정확도가 매우 높은 현

상을 말한다. 따라서 취득된 궤도 이미지를 훈련, 검증, 테스

트 세트로 분류하였으며 훈련 데이터는 1,020개 검증 데이터

는 180개 테스트 데이터는 400개로 분류하였다. 취득된 데

이터에는 위험속도에 대한 데이터도 존재하나 이 논문에서

는 오일-휩 예방과 검출을 중점적으로 다루기 위해 위험속

도에 대한 데이터는 포함하지 않았다.

Fig. 4 Cascade spectrum of rotor run-up X-axis 

vibration response measured at the middle of rotor

2.2 합성곱 신경망을 사용한 오일-휩 검출

회전체의 오일-휩 상태와 정상 상태의 궤도 이미지를 분류

하기 위하여 기계학습 기법 중 지도학습의 일종인 합성곱 신

경망(Convolution Neural Network) 알고리즘을 사용하였다.

궤도 이미지는 가로, 세로, 채널을 가지는 3차원 데이터이

다. 이러한 3차원 이미지 데이터를 기존 기계학습에 쓰이는 

완전 연결 계층을 이용해 데이터 세트를 분류하는 모델 생성

한다면 3차원 데이터를 1차원의 형태로 변환해야 한다. 이렇

게 3차원의 데이터를 1차원으로 펼쳐주면 데이터의 형상이 

무시되는 문제가 발생한다. 이러한 문제점을 해결하기 위해 

합성곱 신경망은 합성곱층에서 3차원의 이미지를 그대로 입

력층에 입력으로 받으며, 출력 또한 3차원 데이터를 통한 특

성값을 출력하기 때문에 합성곱 신경망에서는 공간적 구조

를 가진 데이터 형상을 유지 할 수 있다. 이처럼 합성곱 신경

망은 이미지 콘텐츠에서 높은 수준의 표현을 점진적으로 추

출할 수 있기 때문에 이미지 분류용 모델 개발에서 많이 쓰

이고 있는 알고리즘이다.

합성곱 신경망은 각각 세 가지의 작업을 맡는 여러 개의 

모듈로 구성되어 있다. 첫 번째로 합성곱층에서는 입력 이미

지 데이터에 합성곱 필터를 적용하여 새로운 특성을 산출한

다. 새로운 특성은 입력 이미지의 유의미한 특성을 포함하고 

있으며 이를 특성 맵이라 한다. 유의미한 특성을 추출하기 

위해 적용된 합성곱 필터 행렬값을 학습하게 된다. 두 번째

로 활성화 함수 영역에서는 합성곱 신경망 모델에 비선형성

을 주기 위해 합성곱층 작업이 끝날 때마다 합성곱된 특성에 

활성화 함수 ReLU 함수를 적용하며 ReLU 함수는 식 (2)와 

같이 정의된다. 세 번째로 풀링 과정에서는 합성곱 신경망의 

처리 시간을 줄이기 위해 합성곱 된 특성 맵에서 가장 중요

한 특성 정보는 남겨 두면서 특성 맵의 차원 수를 줄여 합성

곱 신경망의 완전 연결형 층에서 연산 시간을 줄여 준다. 풀

링 과정은 합성곱층과 비슷한 방식으로 진행되며, 가장 중요

한 특성 정보를 남기기 위해서 일반적으로 최대 풀링 방법을 

사용한다. 합성곱 신경망을 통해 만들어진 최종 특성 맵은 

위의 3가지 모듈을 거치면서 이미지의 정보를 함축적으로 담

을 수 있게 된다. 생성된 특성 맵은 분류를 위해 완전 연결 

계층의 입력으로 사용되기 위해 1차원의 형태로 변환되고 소

프트맥스 활성화 함수인 식 (3)을 거쳐 모델에서 예측하고자 

하는 분류 라벨별로 0에서 1까지의 확률값을 출력하여 가장 

높은 확률 값을 가지는 라벨로 분류하게 된다.

           max (2)

           



 







 (3)
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Fig. 5는 합성곱 신경망을 사용해 정상 상태, 오일-휩 초

기 상태, 오일-휩 상태 분류의 과정인 완전 연결형 계층과 

전체적인 합성곱 신경망의 구조를 나타낸다.

본 논문에서 합성곱 신경망은 궤도 이미지를 150x150x3

의 픽셀의 입력으로 받아 3x3 크기의 합성곱 필터를 사용하

였으며 합성곱층은 3번 사용되었다. 필터의 개수는 각각 8

개, 16개, 32개이며. 필터의 개수는 이미지의 공간적 특성 

수반한 개수이다. 각각 합성곱층에서 활성화 함수로는 ReLU 

함수를 사용하였다. 풀링은 일반적으로 사용되는 2x2픽셀에 

최대 풀링 방법을 사용하였다. 마지막 완전 연결형 계층에서

는 합성곱 연산을 마친 이미지를 평탄화하여 ‘softmax’ 함수

를 사용하여 정상 상태(클래스 0), 오일-휩 초기 상태(클래

스 1), 오일-휩 상태(클래스 2)로 각각 클래스에 대한 예측 

확률을 계산하여 가장 높은 예측 확률을 가진 클래스로 분류

되도록 하였다. 훈련 과정은 에포크 30, 배치 사이즈는 8로 

하였다.

에포크란 모든 훈련 데이터를 1회 학습하는 것을 1에포크

라고 표현한다. 훈련 데이터는 여러 개로 묶여서 학습이 진

행되는데 훈련 데이터의 묶음을 배치라고 한다. 1에포크에 

이용되는 훈련 데이터는 여러 개의 배치로 분할된다. 즉, 1회 

학습할 때 입력 데이터를 8개씩 묶은 225번의 학습이 이루어

지며 학습을 30번 진행하여 합성곱 필터의 가중치를 구했다.

Fig. 5 Processing of Convolution Neural Network with Input data 

Fig. 6 X-Axis Vibration Amplitude and Orbit plot for 

Normal, Oil whip initial state, Oil whip

Fig. 6의 각 궤도에서 볼 수 있듯이 정상 상태에서는 원

모양의 궤도를 명확하게 가지며, 오일-휩 초기 상태의 경

우는 원이 내부로 꼬이고 있으나 오일-휩 현상과는 다르게 

내부에 원을 포함하고 있지 않다. 이러한 특성으로 보았을 

때 충분히 각 궤도에 대한 특성을 나타내는 질 좋은 데이터

이기 때문에 기계학습 시에 각각의 특성을 통해 상태 예측

이 가능한 모델을 만들 수 있다.

3. 실험 결과

3.1 합성곱 신경망 모델 검증

Fig. 7은 모델의 성능을 나타내기 위한 손실 함수와 정확

도 함수이다.

Fig. 7(a) 정확도 함수는 생성된 모델을 통해 전체 테스트 

데이터에서 자신의 클래스를 정확하게 맞춘 개수의 비율이

다. 정확도 함수의 경우 에포크가 늘어나면서 1에 수렴해 나

가는 것을 볼 수 있으며, 이는 모델이 훈련되는 동안 샘플들

이 잘 분류되었음을 의미한다. 모델 훈련 결과 정확도의 경

우 에포크 30회를 수행하였을 때 98% 이상 정확하게 자신의 

클래스로 분류했음을 알 수 있다.

Fig. 7(b) 손실 함수는 모델의 예측이 얼마나 잘못되었는
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가를 나타낸다. 다중 클래스 분류 모델의 손실을 구하기 위

해 일반적으로 이진 분류에 사용되는 Binary classification 

손실 함수가 아닌 Categorical cross entropy 손실 함수를 

사용하였다. Categorical cross entropy 손실 함수 식은 식

(3)에 나타내었다.

           
 




  



log
 (3)

는 모델이 예측한 한 값이고 는 정답인 값이며 클래스

가 3개이므로 M과 N값은 2이다. 손실 함수는 예측값과 정답

값의 차이를 나타내며 훈련을 통해 손실을 감소하게 된다.

Fig. 7(b)의 손실 함수를 보면 훈련을 에포크 수만큼 늘려

가면 늘려 갈수록 점점 손실 값이 0에 가까워지는 것을 볼 

수 있다. 이는 합성곱 신경망에 사용되는 합성곱 필터의 최

적화 가중치 값을 찾았다는 것을 나타낸다.

모델 훈련 결과 에포크 30회를 수행하였을 때 98% 이상 

정확하게 분류했음을 알 수 있으며 모델의 손실 또한 거의 0

에 수렴함을 보아 다음 모델은 정확도가 높고 손실이 낮은 

모델이라고 할 수 있다.

(a)

(b)

Fig. 7 (a) Training and Validation accuracy 

(b) Training and Validation loss

Table 2 TP(True Positive), FP(False Positive), FN(False 

Negative) of each class

예측 클래스0 예측 클래스1 예측 클래스2

정답 클래스0 TP FP/FN FP/FN

정답 클래스1 FP/FN TP FP/FN

정답 클래스2 FP/FN FP/FN TP

하지만 다음 모델 학습 시에 정상 상태에 데이터가 많기 

때문에 정상 상태를 잘 예측하여 정확도가 높을 수 있음으로 

모델을 평가에는 테스트 셋을 사용해 이상 상태에 대한 특이

도와 민감도를 수반한 ROC 커브와 AUC(14)를 통해 모델을 

검증해 볼 필요가 있다. ROC 커브는 다양한 임계값에 따른 

True Positive Rate(TPR)와 False Positive Rate(FPR)를 

나타낸다. 여기서 임계값(threshold)이란 각 클래스를 나누

어 주는 기준이다. 즉, 클래스 예측값이 임계값 이상의 값을 

가지면 TP라고 가정한다. 보통의 임계값은 AUC값이 0.5일 

때를 나타내어 예측값이 0.5 이상일 때를 기준으로 클래스를 

구분한다. AUC는 ROC 커브의 면적을 나타내며 값의 범위는 

0~1로 예측이 100% 잘못된 모델의 AUC는 0이고 예측이 

100% 정확한 모델의 AUC는 1.0이다. 즉, AUC의 값이 0.5 

이상이 된다면 어느 정도 잘 분류를 하고있는 모델이라고 볼 

수 있다. 

ROC curve에서 나타내는 TPR은 각 클래스 입력에 대해 

각 클래스로 잘 예측한 비율이며 FPR은 각 클래스에 대하여 

다른 클래스로 잘못 예측한 비율을 나타낸다. 분류 기준이 

이진 분류법이 아닌 다중 라벨 분류법을 사용하였기 때문에 

각 클래스에 대한 TPR과 FPR을 평균화한 전체 값의 평균

(micro-average) ROC 커브에 추가하였다.

표 2는 각 클래스당 참 양성률(TP), 거짓 양성률(FP), 거

짓 음성률(FN)을 나타내며 표 2에서 클래스 0은 정상 상태 

클래스 1은 오일-휩 초기 상태, 클래스 2에서는 오일-휩 상

태를 나타낸다.

식 (4)와 (5)는 각각 TPR과 FPR을 나타낸다. TPR과 FPR 

클래스 수로 나누어 평균화하여 TPR micro-average와 

FPR micro-average를 구했으며 수식은 (6), (7)과 같다.

 



 (4)

 



 (5)






 (6)






 (7)
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(a)

(b)

Fig. 8 ROC Curve of each class and micro-average; (a) 

ROC Curve (b) ROC Curve Zoom in

Fig. 8(a)은 테스트 세트 400개에 대하여 연산을 통해 얻은 

값으로 ROC curve를 그린 결과이며 Fig. 8(b)는 변화하는 부

분을 확대한 ROC curve이다. 가운데 검은 선은 임계값 0.5를 

기준으로 TPR과 FPR의 비율을 나타낸 선이다. Fig. 8(a)의 

검은선의 AUC 값은 0.5이며 모델의 성능을 나타낼 수 있는 

비교 지표이며 모델의 성능이 좋으면 좋을수록 AUC 값은 1

에 가깝게 된다. 

정상 상태(class 0)에 대해서는 훈련 세트에 오일-휩 초기 

상태와 오일-휩 상태보다 정상 상태의 데이터가 많기 때문

에 다소 과적합되어 AUC 값이 1이 되었다. 하지만 오일-휩 

초기 상태의 AUC 값이 0.9954 오일-휩 상태의 AUC 값이 

0.9977로 1과 가까운 값을 가지며 이를 평균화한 micro- 

average ROC curve의 경우 또한 0.9981로 학습이 잘 된 모

델이라고 할 수 있다.

4. 결론 및 고찰

이 논문에서는 Bently nevada RK-4 rotorkit을 사용해 

유체가 회전체 저널을 지지했을 시 일어날 수 있는 오일-휩

과 오일-휩 초기 상태 대한 데이터를 추출하고 추출된 진동 

데이터를 기반으로 합성곱 신경망을 사용해 모델을 구축하

고 정상 상태, 오일-휩 초기 상태, 오일-휩 상태를 구분하는 

연구를 진행하였다. 모델에 대한 평가는 정확도, 손실 함수

와 ROC curve를 사용하였으며, ROC curve 결과 정상 상태

의 데이터가 다소 과적합되어 있는 것을 확인하였다. 하지만 

오일-휩 초기 상태나 오일-휩 상태 또한 높은 AUC 값을 가

지고 있어 충분히 의미 있는 모델이라는 것을 검증하였다, 

하지만 현 모델에서는 궤도 이미지만을 사용하여 모델을 생

성하였기 때문에 Bently nevada RK-4 rotorkit 시스템에

서는 오일-휩 현상을 잘 검출해낼 수 있으나, 실제 시스템에

서 모델이 잘 동작할 수 있을지는 확인이 필요하다.

이러한 문제점을 해결하기 위해 본 논문을 바탕으로 하여 

유체역학적 불안정성에 의해 생기는 오일 선회와 오일-휩 

현상의 근본적인 발생 원인인 오일의 점도, 베어링 하중, 간

극 등 여러 가지 변수들 통해 오일-휩 현상을 평가하여 실제 

시스템에서도 동작할 수 있는 모델을 만들 필요가 있다.
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